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соответственно, в частотном канале f. А ))(|( 1 fssp
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вероятности надежности и ненадѐжности для канала f, основанные на признаках sstf. 

В качестве признаков используют различные параметры: в работе [9] – спектральная энергия полосы и 
еѐ производные, в работе [8] были использованы: коэффициент гребенчатого фильтра для сравнения 
энергии в вокализованных областях с энергией в негармонических областях; коэффициент автокорреляции, 
для измерения периодичности сигнала; отношение энергии поддиапазона к энергии полной полосы, 
представляющее спектральную форму; оценка энергии шума; коэффициент эксцесса, используемый для 
измерения «остроты» пика сигнала; коэффициент тональности, для измерения SNR. 

Используя предполагаемые маски, отдельные классификаторы обучаются для невокализованных и 
вокализованных типов внутри каждого канала.В оценках для шумоустойчивого распознавания оценки 
классификатора превосходят традиционные оценки спектрального вычитания во всех условиях шума, но 
особенно для нестационарных случаев [10]. 

Таким образом, методы, основанные на слуховой системе человека, так и основанные на 
классификации речевых параметров могут обеспечить лучшую эффективность распознавания в сравнении с 
методами на основе оценки только SNR. Преимуществом аудиторных подходов в оценке маски является их 
способность строить решения, основанные на свойствах спектра речевого сигнала. Это позволяет более 
точно идентифицировать доминирующие речевые спектральные области по сравнению с подходами на 
основе SNR, которые предполагают обобщение шумовых характеристик, наблюдаемых в небольшом числе 
свободных от речи кадров. Недостатком подхода, основанного на классификации речевых параметров, 
является его слабость к шуму, которые имеют сходные спектральные характеристики с характеристиками 
речевого сигнала. В этом случае речевые параметры не смогут отличить речевые и шумовые компоненты 
доминирующей частоты, что приводит к низкой точности маскировки. 
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Одной из самых сложных задач для вычислительной техники является обработка естественного языка. В частности, 
одной из таких задач является имитация человеческого голоса. Алгоритмы машинного обучения являются наиболее 
эффективным инструментом в этой области.  

Для обучения нейронной сети необходим правильно составленный набор данных. Будет ли 
правильным обучающим примером для данной задачи сказанная одна, двумя разными людьми, фраза? 
Фраза может быть произнесена с различной скоростью, громкостью и темпом, входная и выходная 
последовательность будет иметь различную длину. Обучение нейронной сети на таких данных 
затруднительно, в таком случае хорошим решением является использование двух нейронных сетей. Первая 
нейронная сеть используется в качестве кодировщика и переводит данные в иное представление, вторая в 
качестве декодировщика, позволяет получить требуемый результат. 
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Рис. 1 – Общая структура модели 

 
Такая модель успешно используется в задачах машинного перевода и подписи изображений. Для 

обучения такой модели необходим набор данных, содержащий пары звук-текст [1]. Обучение модели 
разделено на следующие шаги: 

1. обучение системы распознавания речи (кодировщика), используя звук-текст обучающие примеры; 
2. удаление Connection temporal classification и Softmax слоеввнейроннойсети; 
3. блокировка всех слоев кодирующей нейронной сети чтобы избежать их переобучения; 
4. подключение к модели синтеза голоса (декодера); 
5. обучение конечной модели с использованием только звука в качестве входных и выходных данных. 
 

Рис. 2 – Подробная структура модели 

 
В качестве кодировщика может быть использована предобученная нейронная сеть, такая как Speech-

to-Text-WaveNet, DeepSpeech. Нейронная сеть для синтеза голоса должна быть обучена с нуля из-за 
нестандартного представления входных данных. Такое представление данных может содержать больше 
информации об интонации. Кодирующая нейронная сеть может быть использована для любых примеров, 
однако декодирующая должна быть дообучена в отдельности для синтеза конкретного голоса [2]. 
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В настоящее время остро стоит проблема наличия различных шумов и артефактов на изображениях, что приводит к 

сильному снижению их качества. На практике наиболее распространѐнные шумы колеблются от аддитивного шума до 
мультипликативного шума. Такая деградация может оказать значительное влияние на точность методов компьютерной 
обработки в медицине, сделать анализ и распознавание изображений трудными и ненадѐжными.  

Существует большое множество алгоритмов, способных убрать с изображения шумы. В последнее 
время было проведено много исследований алгоритмов шумоподавления в вейвлет области, например, был 
предложен алгоритм на основе вейвлет преобразования с последующей отсечкой шумовых коэффициентов 
[1], или, к примеру, алгоритм оценки шумовых вейвлет коэффициентов, основывающийся на моделях 

 

 


